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1.Teema kirjeldus, valiku pdhjendus

Oluline osa tehisintelligentsi arendamisest on loomuliku keele t66tlemine. Selle eesmargiks
on tootada valja arvutisiisteemid, mis suudavad kasitleda inimkeeli samavaarselt voi
paremini, virreldes inimesega — teksti ja kdnet genereerida, télkida, mdista jne (1). Keele
mdistmise kategoorias on iheks oluliseks eesmargiks sellised slisteemid, mis suudavad
etteantud tekstidest leida informatsiooni vastusena inimese poolt loomulikus keelepruugis
esitatud kisimustele. Selliste kiisimus-vastus slisteemide kasutusvaldkond hdlmab
otsingumootoreid, juturoboteid, dialoogislisteeme jne.

Tanapdeval on kiisimus-vastus slisteemide nagu ka enamiku teiste loomuliku keele
valdkonna tlesannete puhul saavutatud suurimat edu narvivorkude abil (2). Seejuures on
paremad tulemused saavutatud ilisuurte andmemahtude peal treenitud kontekstipdhiste?
keelemudelitega (3) (4), mida saab tdpsemini edasi treenida vastavalt plstitatud eesmargile
(nt kdne genereerimine, tdlkimine, lauseosade tuvastamine, kiisimustele vastamine).
Kontekstipdhine keelemudel hGlmab endas keele sGnavara vektorite kujul kdrge
dimensionaalsusega vektorruumis (sadu dimensioone) (5). Sellisel viisil on sdnade
omavahelised seosed kogu keeles esitatud matemaatiliselt ja need seosed on aluseks mudeli
edasisel treenimisel tdpsema llesande kontekstis.

Eesti keeles on olemas (iks suur kontekstipdhine keelemudel — EstBERT, mis on avaldatud
novembris 2020 (6). Selle treenimisel vOeti aluseks ingliskeelse BERTi (5) (7) koostamise
metoodika. Samuti on eesti keel olnud kasutusel paari suure mitmekeelse mudeli
koostamisel (mBERT (8) ja XLM-RoBERTa (9) (10)), mille puhul treeniti sadakonda keelt
paralleelselt, otsekui iht, kdigi nende keelte sGnavara sisaldavat keelt (11).

Olemasolevate eesti- ja mitmekeelsete mudelite baasil on proovitud eesti keeles lahendada
mitmeid loomuliku keele lilesandeid, naiteks parisnimede dratundmist, lauseosade
maaramist, morfoloogilisi Glesandeid, tekstide teema ja nende meelestatuse
klassifitseerimist (sentiment analysis) (12). Teadaolevalt ei ole proovitud sedasama veel
kiisimus-vastus slisteemiga.

Klsimus-vastus stisteemi puhul on oluline ka andmestik, millest |ahtuvalt aluseks olevat
universaalset keelemudelit tapsemini treenida ja testida — ehk suures koguses kisimusi ja
vastuseid. Eesti keeles puudub teadaolevalt ka selline andmestik.

Inglise keeles on vaga tuntud kiisimus-vastus andmestik SQUAD (13), millest on véetud
eeskuju ka teiste keelte puhul (14). Tegu on Wikipedial baseeruva andmestikuga, mis
koosneb tekstildikudest ja selle kohta esitatud kiisimustest, kus vastuseks on liihim
kiisimusele vastav osa tekstildigust. Andmestik hdlmab esimeses versioonis umbes 100 000
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kiisimust, teises versioonis on lisatud umbes 50 000 kisimust, millele vastamine pole
konteksti pohjal véimalik (15). Wikipedial pShineb teisigi suuri andmestikke (16), nt WikiQA
(17), mis kasutab otsimootorite paringuid. SQUADI puhul on aga kiisimused-vastused
spetsiaalselt selle ilesande jaoks reaalsete inimeste poolt koostatud.

Viimastel aastatel on eri riikides tehtud mitmeid eksperimente, kuidas arendada kiisimus-
vastus slisteeme olukorras, kus vaatluse all olevas keeles napib ressursse — puudub kas suur
keelemudel, voi piisavalt suur treening- ja testandmestik kiisimuste-vastuste kujul (18) (19)
(20) (21) (11). On vastavaid teistes keeltes olemasolevaid ressursse sihtkeele hiivanguks ara
kasutatud (transfer learning). Nt on t66 eri etappides masintdlget rakendatud, aga ka
mitmekeelset mudelit ilma télkimata kasutatud (nn zero-shot metoodika, kus mudelit
treenitakse keeles, kus on olemas suur andmestik, ja treenitud mudel omandab vdoimekuse
vastata kiisimustele ka vaikeste ressurssidega sihtkeeles). Selliseid eksperimente pole
teadaolevalt eesti keeles tehtud.

2. Kirjanduse Ulevaade

Heaks ndidiseks erinevatest meetoditest, mille abil on uurijad viimastel aastatel kiisimus-
vastus slisteemide puhul keeltevahelist masindpet rakendanud, on Jiahua Liu ja teiste
Pekingi Ulikooli egiidi all avaldatud , XQA: A Cross-lingual Open-domain Question
Answering Dataset” (18).

Autorid realiseerivad kolm eri [ahenemist kiisimus-vastus siisteemidele ja rakendavad neid
kaheksa suhteliselt vaheste ressurssidega keele puhul.

Esimese kahe lahenemise puhul on aluseks ihekeelsed kontekstuaalsed mudelid.
Rakendatakse masintdlget ja seda kahel viisil — esiteks, tdlgitakse ingliskeelsed
treeningandmed sihtkeelde, ja treenitakse sihtkeelne mudel. Teiseks, treenitakse
ingliskeelne mudel, ning seejarel tolgitakse sihtkeele testandmed testimiseks inglise keelde.
Autorid nendivad, et selline [ahenemine sdltub tugevalt masintdlke kvaliteedist, eeskatt
kannatab parisnimede tdlkimine. Naiteks tdid autorid tGhe Hiina lossi nime, mis tdlkes oli
arusaamatul pdhjusel asendatud teise hiinakeelse nimega. Samas on parisnimed sageli
ulioluline osa kiisimustele vastuste leidmisel.

Kolmanda lahenemise puhul voeti aluseks mitmekeelne BERT, treeniti seda ingliskeelsete
andmetega ja testiti tulemust sihtkeeles (zero-shot metoodika).

Selgus, et kdigis keeltes (valja arvatud vordluseks sisse voetud inglise keel) saadi parimad
tulemused mitmekeelse BERTi abil. Tulemuste F1-skoor? varieerus 13-39% vahel. Autorid
pohjendavad suhteliselt viletsaid tulemusi sellega, et keeltevaheline kiisimus-vastus
siisteemide treenimine ongi keeruline lilesanne. Samas on ndha teiste analoogsete
uurimustoode puhul ka paremaid tulemusi, nditeks jargmises anallilsitavas artiklis.

Zero-shot ldahenemist vorrelduna masintdlkega on kasutatud ka Facebook Al ja Londoni
Ulikooli teadlaste, Patrick Lewise ja teiste poolt artiklis ,,MLQA: Evaluating Cross-lingual
Extractive Question Answering” (21).

2 Laialtlevinud m&ddik kiisimus-vastus siisteemide soorituse hindamiseks. M&ddab sdnade kattuvust
ennustatud vastuses ja igas tdesena margistatud vastuses. Votab iga kiisimuse kohta aluseks kdige parema
skooriga vastusevariandi. Lopuks leitakse kogu testandmestiku kohta aritmeetiline keskmine. F1-skoori
maksimaalne vaartus on 100%.



Nende Iahenemine on eelmise artikli omast osaliselt erinev. Nad keskendusid testandmete
koostamisel (treeningandmed olid vastavalt zero-shot metoodikale ingliskeelsed, parit
SQUAD-ist) sellele, et kdigis neid huvitanud kuues keeles ja ka inglise keeles oleks olemas
paralleelsed andmed. See tahendab, et oleks olemas identse sisuga Wikipedia artiklid, mille
puhul algselt koostatakse kiisimused-vastused ingliskeelse sisu pdhjal ja seejarel tolgitakse
teistesse keeltesse. Tulemusena peaks olema andmestikud ja neil saadud
treeningtulemused hasti vorreldavad.

Lisaks zero-shot metoodikale kasutati ka siin molemat masintolke lahenemist — enne
treenimist SQUADi andmete tolkimist sihtkeelde, ja testandmete télkimist inglise keelde.

Treenimisel voeti iga lahenemise puhul aluseks kolm mudelit — ingliskeelne BERT,
mitmekeelne BERT ja mitmekeelne XLM mudel.

Tulemused olid mitmekesisemad — pooltes keeltes andis parimaid tulemusi zero-shot
lahenemine XLM keelemudelil, aga teistes treeningandmete tdlkimine sihtkeelde ja selle
andmestikuga mitmekeelse BERTi treenimine. Tulemused olid esimesena analiisitud hiina
autorite omast paremad, F1-skoor varieerus vahemikus 54-68%. Erinevuse iheks pdhjuseks
vOib olla rangelt paralleelne andmestik, identsete andmete olemasolu suurte ja vdikeste
ressurssidega keeltes. Tekib kiisimus, millise skoori saavutaks mudel, kui sellist kunstlikult
paralleelset andmestikku ei oleks.

Minu td6 kontekstis on véaga olulised Tartu Ulikooli teadlaste Claudia Kittaski, Kairit Sirtsi ja
teiste artiklid ,,Evaluating multilingual BERT for Estonian“ (12) ja ,,EstBERT: A Pretrained
Language-Specific BERT for Estonian” (6). Esimene neist kasutab samuti mitmekeelseid
mudeleid erinevates eesti keele loomuliku keele tlesannetes, teine tugineb vérdlusandmete
hankimiseks esimesele, aga pakub sinna kdrvale suure eestikeelse BERTi eeskujul koostatud
keelemudeli ja vordleb selle abil saadud tulemusi.

EstBERT on koostatud u 1,1 miljardist sGnast koosneva treeningkorpuse abil, samas kui
BERTi puhul oli mahuks u 3,3 miljardit séna (5). Seega on andmemahud vérreldavad ja
samas suurusjargus.

Autorid lahendavad esimeses artiklis kuut tilesannet (kahel eri viisil lauseosade leidmist,
morfoloogilist sildistamist, teksti klassifitseerimist, teksti meelsuse tuvastamist, parisnimede
aratundmist). Mitmekeelsed mudelid, mille alusel nad neid tilesandeid lahendasid, olid
mBERT, DistilBERT (BERTi kontsentreeritud vorm), XLM-100 ja XLM-RoBERTa. Kdiki mudeleid
treeniti erinevalt eelnevalt anallitisitud artiklitest sihtkeele ehk eesti keele korpustel. Kdige
paremaid tulemusi andis XLM-RoBERTa mudel.

EstBERTi publitseerimisel votsid autorid aluseks mitmekeelsete mudelite tulemused ja
lahendasid samad kuus Ulesannet ka EstBERTil. Autorite hiipotees, mida nad valjendasid ka
juba esimeses artiklis, oli, et mitmete teiste keelte puhul on omakeelne suur keelemudel
andnud paremaid tulemusi kui mitmekeelsed mudelid. Hiipotees leidis tdestust ning kuuest
Ulesandest viie puhul olid EstBERTil pdhinevad tulemused parimad. Ainult teksti meelsuse
tuvastamisel (sentiment classification) voimaldas XLM-RoBERTa paremaid tulemusi.

Autorite jareldus on, et jargmise sammuna vdiks proovida eestikeelse RoBERTa arendamist.
(RoBERTa mudel on BERTile teiste autorite poolt tehtud edasiarendus, kus mudelit on
optimeeritud hiperparameetrite muutmise abil ja mudelit on kauem treenitud (22).)

Kusimus-vastus siisteemi Eesti autorid neis toodes realiseerinud ei ole.



3. Probleemi puUstitus

Eelneva taustal on minu magistrit66 eesmargiks arendada valja eestikeelne kiisimus-vastus
siisteem. Selline slisteem hetkel eesti keele jaoks puudub ning see oleks aluseks jargmistele
uurimistdddele. Uhtlasi koostan ma hetkel puuduva eestikeelse kiisimus-vastus andmestiku,
mida samuti on vdimalik hiljem tdiendada ja laiendada.

Votan andmestiku koostamisel aluseks eestikeelse Wikipedia, nii et samast valdkonnast on
vOtta ka SQUAD ja vajadusel teisigi ingliskeelseid andmestikke, ja Ghtsetel alustel mudeleid
treenida ja testida.

Plaanis on proovida labi mitu erinevat lahenemist, mida on kasutatud ka eelnevalt
anallusitud artiklites ja mida tapsemalt kirjeldab metoodika osa. Eesmark on uurida, milline
neist tootab eesti keele puhul kdige paremini. Hiipoteesiks on, et tulemusi mdjutavad nii
treeningandmestiku suurus kui ka eesti keele osakaal aluseks olevas keelemudelis
(mitmekeelsete mudelite puhul on see vaike).

Arvuliseks eesmargiks on koostada mudel, mille F1-skoor ulatub tle 60% ehk vahemikku,
mille saavutasid minu poolt viidatud teise artikli autorid. Tegu pole vdikese skooriga, kuna
SQUADI esimese versiooni koostajad proovisid labi ka juhuvalikuga kisimustele vastamise,
mille F1-skooriks tuli 4,3% ja tdpsete vastuste osakaaluks 1,3%. Tegu on selgelt keerulisema
Ulesandega kui naiteks lauseosade kaardistamine, kus véimalikke variante on iga s6na kohta
kindlalt ette antud valikus. Kiisimusele vastates vdib teoreetiliselt valida vastuseks tikskdik
millise teksti alaml®igu ehk Gle 60% ulatuv tapsus oleks hea tulemus.

4. Metoodika valik ja pdhjendus
4.1. Mudelid

Vottes eeskuju tutvustatud meetoditest, mida on kasutanud teised autorid, on plaanis
koostada jargmised kiisimus-vastus mudelid:

1. Aluseks mitmekeelne XLM-RoBERTa, treeninguks ingliskeelne SQUAD andmestik,
testimiseks minu oma koostatud uus eestikeelne andmestik (zero-shot)

2. Aluseks mitmekeelne mBERT, treeninguks ingliskeelne SQUAD andmestik,
testimiseks minu oma koostatud uus eestikeelne andmestik (zero-shot)

3. Aluseks mitmekeelne XLM-RoBERTa, treeninguks masintdlkega eesti keelde tdlgitud
SQUAD andmestik, testimiseks minu oma koostatud uus eestikeelne andmestik

4. Aluseks mitmekeelne mBERT, treeninguks masintdlkega eesti keelde télgitud SQUAD
andmestik, testimiseks minu oma koostatud uus eestikeelne andmestik

5. Aluseks eestikeelne EstBERT, treeninguks masintdlkega eesti keelde tdlgitud SQUAD
andmestik, testimiseks minu oma koostatud uus eestikeelne andmestik

Kokkuvatlikult kavatsen kasutada kolme erinevat alusmudelit ja [daheneda selle treenimisele
kahel erineval viisil — ingliskeelse andmestikuga, voi tolkides sama andmestiku eesti keelde.



Eelnevatest artiklitest tuli vadlja, et masintdlke kasutamine kiisimus-vastus siisteemi puhul
vOib olla problemaatiline. Tekkida vdivad télkevead, tdlkimisslisteem vdib kasitleda valesti
parisnimesid, mis on klisimustele vastamisel vaga olulised. Seda tuleb votta tulemuste
hindamisel arvesse.

Mdlema lahenemise puhul treeningandmetele otsin ma tegelikult (ja otsisid ka eeskujuks
vOetud autorid) lahendust olukorrale, kus omakeelseid treeningandmeid ei ole ja selle
asemel proovitakse kasutada ingliskeelseid. Siit tekib kohe ka klisimus, kas on kuidagi
vOimalik lahendada juurpdhjus ja eestikeelsed treeningandmed siiski tekitada. Vajalikud
andmekogused oleksid siiski vdga suured (SQUADI esimene versioon sisaldab 100 000
kisimust). Seega ei suudaks Uks inimene seda teha ja vaja oleks organiseerida vabatahtlik
vOi tasustatud ,kampaania®“. Selline otsus on véimalik, aga hetkel oleks sellega alustada
ennatlik. Minu poolt ndidisandmestiku kogumine (vt 4.2) on ndidanud, et selles protsessis
on nii mondagi subjektiivset, minu tehtud t66d tuleks esmalt hinnata ja anallsida, enne kui
kaasata teisi inimesi.

Kall on siin véimalik kompromiss ehk minu kogutud andmed vdib siiski jagada kaheks,
lisades osa neist treeningandmetele ja teise abil testida. Selle eesmargi jaoks voib kogutud
andmestikku suurendada piiratud mahus, nii et ei pea teisi inimesi (suurel arvul) kaasama.

4.2. Andmestik

Laiendatud kokkuvdtte valmimise hetkeks on esmane andmestik juba koostatud, vottes
aluseks metoodika, mida kasutati SQUADi koostamisel ning ka SQUADi eeskujul
prantsuskeelse PIAF-andmestiku koostamisel (14).

Kasutatud on Wikipedia poolt perioodiliselt iga keele kohta agregeeritavat artiklite baasi
(23) ning rakendatud sellele Project Nayuki PageRank algoritmi (24), mida kasutasid nii
SQUAD kui ka PIAF. See algoritm vdimaldab leida kdige relevantsemaid dokumente,
lahtudes nende omavahelisest viidete struktuurist. Valisin vdlja eestikeelse Wikipedia
esimesed 10 000 artiklit.

Jargnevalt loobusin kdigist artiklitest, mis koosnesid ainult loeteludest. Jargmiseks jatsin
alles ainult artiklid, milles sisaldus vahemalt viis vahemalt 500 tahemargi pikkust 18iku.
Nende artiklite arvuks kujunes 746.

Jargnevalt valisin juhuslikkuse alusel vélja 20 artiklit (vOrdluseks, SQUADi andmestik p&hineb
536 artiklil ehk erinevate artiklite voi teemade arv on ka seal suhteliselt vaike), ja arvestasin
neis ainult vahemalt 500-tdhemargiste |6ikudega. Loike tuli kokku 226.

Kasutasin kiisimuste ja vastuste koostamiseks tooriista cdQA-annotator (25), mis on sobilik
Uhe autori poolt lokaalses arvutis tootamiseks ja salvestab tulemused SQUADi andmestiku
formaadis. Esitasin iga 18igu kohta viis kiisimust ja iga kiisimuse kohta leidsin liihima sellele
vastava tekstikatke (SQUAD:I ja PIAFi puhul tehti samamoodi). Tdpsemalt proovisin leida
lausa mitu varianti lihimast tekstikatkest, proovides imiteerida eri inimeste erinevat
motlemist. Suurte andmestike koostamisel kasutati samal eesmargil Ghe ja sama kiisimuse
naitamist mitmele inimesele.



Klsimuste esitamisel proovisin lahtuda SQUADI puhul annoteerijatele antud juhistest
esitada ,raskeid” kiisimusi ja kasutada voimalusel klisimuses teisi sdnu kui vastustes.
Kasutasin SQUADI esimese, mitte teise versiooni loogikat ehk esitasin ainult selliseid
kiisimusi, millele oli etteantud 18igus vastus olemas.

Andmestikust kolm 16iku osutusid sellisteks, mille kohta polnud kiisimusi véimalik esitada
(koosnesid loeteludest, esitasid mitte-entsiiklopeedilises stiilis autori vabu motteavaldusi voi
olid kirjutatud arusaamatult).

Kokku kogusin 1115 kisimust ja 1668 vastust (keskmiselt 1,5 erinevat vastust kiisimuse
kohta, vordluseks on SQUADi arendus-andmestikus see nditaja 1,8 ehk sarnane).

T66 kaigus ilmnes, et kiisimuste kiisimise protsessis on mitmeid subjektiivseid niansse.
Toendoliselt kisiksid eri inimesed erinevaid klisimusi, ja véibolla leiaksid ka selliseid vastuse
variante, mida mina ei leidnud. Selles mottes tagaks paljude inimeste kaasamine
universaalsema tulemuse.

Erinevalt inglise keelest, kus kddandeid on ainult kaks, kujunes eesti keele puhul ka olukord,
kus vastus ei ole sellises kdandes, nagu klisimus eeldaks. Voib 6elda, et tegu ei olegi otseselt
vastusega, vaid tdesti, llihima tekstikatkega, mis vastust sisaldab. See kddanete sobimatus
vOib osutuda probleemiks vdi vahemasti muudab lilesande natuke teistsuguseks kui
ingliskeelse teksti puhul.

Minu kogutud andmestik on suuruselt kindlasti sobilik mudeli testimiseks. Kui aga kasutada
osa andmestikust ka treenimiseks, voib osutuda vajalikuks selle tdgiendamine.



Naidiskldsimusi:

"context'": "Tanapaeval on teadlaste seas koige soositum nn katastroofihipotees ehk hiiglasliku kokkuporke
hiupotees, mille esitasid kolm teadlast: Bill Hartmann, Roger Phillips ja Jeff Taylor 198@ndatel. Selle
kohaselt langes Maale usna tema moodustumise algjargus ligikaudu Marsi-suurune taevakeha, millele on
antud nimi Theia. Kokkuporke tagajarjel eraldus Maast hulgaliselt materjali, millest moodustus Maa
kaaslane Kuu. Selle plahvatuse energia pani muuhulgas aluse Maa kihilisele ehitusele. Maa sulas ning
koostiselemendid hakkasid gravitatsiooniliselt diferentseeruma. Sellest ajast on Maal rauast tuum.",

"question": "Kes on nn katastroofihlpoteesi autorid?",
"id": "e949cd45-fd69-4c06-abf1-275ce32b5779",
"answers": [
{
"answer_start": 134,
"text": "Bill Hartmann, Roger Phillips ja Jeff Taylor"

"question": "Kuidas kutsutakse hiiglasliku kokkuporke hipoteesi teise nimega?",
: "ce75df93-755d-4ece-818c~-dafd51ce90a5",
answers": [

{
"answer_start": 47,
"text": "katastroofihlpotees"
}!
{
"answer_start": 44,
"text": "nn katastroofihupotees"

tion": "Kul suure taevakehaga Maa vastavalt katastroofihupoteesile kokku porkas?",
": "a676c3db-f61f-42ef-bd94-891f816bb50d",
"answers": [
{
"answer_start":
"text": "ligikaudu Marsi-suurune"

"answer_start": 262,
"text": "Marsi-suurune"

5. T60 Ulesehitus

Kavatsen ehitada kavandatavad mudelid Huggingface keskkonnas (26) olemasolevate
mudelite ja pakettide abil. Tegu on keskkonnaga, mille kaudu on kattesaadav suures koguses
keelemudeleid, sh kdik mudelid, mis on olulised minu t66 jaoks ja mida mainisin punktis 4.1.

Kavatsen kasutada mudelite treenimiseks Google Colab keskkonda ning kui selle
ressurssidest jaab puudu, siis juhendaja kaudu Ulikooli poolt pakutavat ligipaasu
masindppeks sobilikele masinatele. Olen treenimisega juba alustanud, aga vaga algusjargus.

6. Tulemuste valideerimine

Tulemuste valideerimiseks kasutatakse kiisimus-vastus siisteemidega tegelevates
uurimistoodes reeglina kahte méddikut — ,exact match” (vaatab, kas slisteemi poolt
pakutud vastus vastab tapselt mdnele annoteeritud tdesele vastusele) ja F1-skoor (hindab,
kui palju s6nu slisteemi poolt pakutud vastuses kattub annoteeritud tdeste vastustega —
vOtab aluseks kdige kdrgema skooriga vastusevariandi). Iga kiisimus-vastus paari kohta
saadud moodikute pdhjal leitakse kogu testandmestiku aritmeetilised keskmised, mida
mudeli t66 hindamiseks kasutataksegi. Kavatsen rakendada samu mdéddikuid.
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